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摘　要：　行人重识别旨在从不同的摄像头中识别目标行人的图像 . 由于不同场景之间存在域偏差，在一个场景

中训练好的重识别模型无法直接应用在另一个场景中 . 为克服该问题，现有的无监督行人重识别方法倾向通过使用

聚类算法获得伪标签，再利用伪标签训练重识别模型 . 但是，由于聚类结果是不准确的，这类方法会引入大量噪声标

签，从而限制了模型的泛化能力 . 因此，为减轻噪声伪标签的影响，本文提出了一种基于异构卷积神经网络集成的无

监督行人重识别方法 . 该框架不使用任何人工标记信息，自动推测目标域中行人图像之间的关系，并构建协作可信实

例选择机制，选择可信度高的伪标签用于模型的训练 . 通过设计双分支异构卷积神经网络学习判别能力强的多种行

人特征，并利用记忆单元存储训练过程中的全局特征，减少因噪声标签在训练过程中产生的波动，提高模型的鲁棒

性 . 本文方法在多个公开行人数据集上进行了验证并得到了良好的实验结果 . 在Market1501和DukeMTMC-reID数据

集上，mAP分别达到了85.4%和74.8%.
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Abstract:　Person re-identification (re-ID) aims to identify a person's images across different cameras.  However, the 
domain bias between different datasets makes it a challenge for re-ID models trained on one dataset to be adapted to anoth⁃
er.  A variety of unsupervised domain adaptation methods tend to transfer learned knowledge from one domain to another 
by optimizing with pseudo-labels.  However, these methods introduce a large number of noisy labels through one-shot clus⁃
tering, which hinders the retraining process and limits generalization.  To mitigate the impact of noisy pseudo-labels, this pa⁃
per proposes an unsupervised person re-identification method based on an ensemble of heterogeneous convolutional neural 
networks.  The framework does not apply any manual labeling information, automatically infers the relationship between pe⁃
destrian images in the target domain, and a cooperative trusted instance selection mechanism is established to select pseudo-

labels with high credibility.  By constructing a dual-branch heterogeneous network, a variety of different pedestrian features 
are learned, and memory structures are designed to store the life-long features during the training stage, which could reduce 
the fluctuation of noise labels, and improve the robustness of the model.  Comprehensive experimental results have demon⁃
strated that our proposed method can achieve excellent performances on benchmark datasets.  And mAP is increased to 
85.4% and 74.8% on Market1501 and DukeMTMC-reID, respectively.
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1　引言

行人重识别的目标是在不同摄像头视域中检索属

于同一身份的行人图像 . 由于其广泛的潜在应用（例

如，犯罪侦查、智能零售），近年来重识别研究经历了爆

炸式增长 . 但是，大多数现有的方法侧重于全监督式学

习，即训练数据和测试数据来自同一场景（域）并具有

标签，这类方法取得了显著的性能［1~4］. 然而，由于拍摄

环境（背景、光照和拍摄角度）不断动态变化，场景之间

存在明显的域偏差 . 在一个场景（源域）中训练的重识

别模型被直接应用到另一个场景（目标域）中时，性能

会明显下降 . 除此之外，人工标记多个摄像头下相同的

行人图像是极其困难的 . 因此，不依赖标签的无监督重

识别得到了越来越多的关注 .
相对于全监督式重识别任务，无监督重识别更具

有挑战性 . 由于目标域的行人图像没有标签，一些方

法［5，6］考虑利用生成对抗网络，将行人的信息从源域转

移到目标域，从而减小域偏差，例如 ECN［5］和 HHL
（Hetero-Homogeneous Learning）［6］等 . 但是，这类方法会

受到生成图像的限制，无法真正生成与目标域图像风

格分布一致的图像 . 并且，由于没有缺少目标域中的行

人图像作为参考，学习到的重识别模型性能往往不高 .
还有一些方法［7，8］考虑使用自动分配标签的策略 . 这类

方法通常利用聚类算法为无标签数据分配伪标签，再

利用具有伪标签的数据重新训练和更新重识别模型 .
聚类阶段和训练阶段交替进行，使模型逐渐适应目标

域，例如 SPCL（Self-Paced Contrastive Learning）［7］和 Cy⁃
cAs（Cycle Association）［8］. 虽然基于伪标签的方法已经

得到了显著的效果，但仍存在两个主要的限制：（1）由

于当前重识别模型不是最佳特征提取器，尤其是初始

阶段的重识别模型，得到的特征并不能很好地表达行

人的特点；（2）利用聚类算法为数据分配的是存在大量

噪声的不准确伪标签，这些标签会给模型的训练带来

一定程度的影响和限制 .
因此，为减轻噪声标签的影响并训练鲁棒性高的

重识别模型，本文提出了一种基于异构卷积神经网络

集成的无监督行人重识别框架（Heterogeneous Convolu⁃
tional Neural Network Embedded framework，HCNNE）.
该框架通过设计包含多个不同卷积神经网络的分支结

构来抵抗和削弱噪声标签的影响 . 在该框架中，针对限

制 1中标签生成过程受特征表达的影响，本文设计了异

构双分支网络，利用多个分支网络获取多视角特征，以

全面描述行人图像，提高特征表达能力 . 针对限制2，本
文设计了协作可信实例选择模块 . 在该模块中，充分利

用多分支输出特征的异构性，以对方作为参考，选择在

当前分支中可信度较高的实例，提高伪标签的准确性 .
此外，本文还构建了记忆单元存储训练过程中输出的

特征，并自适应更新记忆单元中的平均特征，以此平滑

噪声标签对训练过程产生的影响 . 综上所述，本文的主

要贡献如下 .
（1）提出了一种基于异构卷积神经网络集成的无

监督行人重识别框架HCNNE. 该框架不使用任何人工

标记信息，自动推测目标域中行人图像之间的关系 . 并

且，利用记忆单元存储训练过程中的全局特征，减少因

噪声标签在训练过程中产生的波动，提高模型的鲁

棒性 .
（2）设计了双分支异构卷积神经网络学习判别能

力强的多种行人特征 . 在该网络中，除标准主干网络

外，还利用正交正则化的特征学习网络减少特征冗余，

提高特征表达能力 . 基于双分支结构，本文构建了协作

可信实例选择策略，两个分支互相以对方为参考，有条

件地过滤噪声标签，提高伪标签的可靠性 .
2　国内外现状

2. 1　无监督行人重识别

针对无监督行人重识别任务，现有的工作取得了

一定的进展 . 与全监督行人重识别不同的是，无监督行

人重识别任务不需要任何标签信息，可自动分配伪标

签［4］. 例如，PUL（Progressive Unsupervised Learning）［9］

交替执行分配标签和在目标域中训练重识别模型以提

高模型的适应能力 . 考虑到标签的准确性对重识别任

务是非常重要的，因此，为得到更准确的标签，2019年，

Lin 等人［10］提出了一种自上而下的聚类方法用于从粗

到细的分配标签，以得到细化后的标签信息 . MMCL
（Memory-based Multi-label Classification Loss）［11］利用相

似性计算以及循环一致性预测伪标签，并将模型作为

多分类问题进行训练 . ICE（Inter-instance Contrastive 
Encoding）［12］使用成对相似度排序作为实例的硬标签，

再把相似度分数作为软标签，以增强视图和原始图之

间的一致性，降低模型对噪声扰动的敏感度 . Li等人［13］

从每个聚类后的集群中分离出一部分不可靠的数据

点，从而保留可靠性高的数据用于模型训练，并提出集

群自适应平衡损失训练具有不平衡伪标签的网络 . 考

虑到一些特征易受图像颜色的影响，Li 等人［14］试图抑

制颜色的负面主导影响，提出了基于集群引导的非对

称对比学习方法，利用实例级和集群级对比学习关于

RGB 空间和灰度空间中数据的判别性特征 . Cho 等

人［15］考虑到细粒度局部上下文信息的重要性，提出了

基于局部的伪标签细化框架，利用全局特征和局部特
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征之间的互补关系来降低标签噪声的影响 . Zhang 等

人［16］提出了一种在训练的迭代过程中使用聚类共识矩

阵改进伪标签的策略，引入时序嵌入以优化噪声伪标

签 . 在上述方法中，大部分都只考虑了生成图像的一种

标签 . 但是在现实生活中，对行人的介绍可以由多角度

的描述构成 . 因此，只生成一种标签限制了学习网络对

图像特征的学习 .
行人图像的时空信息可通过摄像头的位置和拍摄

时间获得，并不需要人工标记 . 因此，一些学者利用该

信息构建重识别模型 . 例如Xuan等人［17］提出了动态交

叉熵损失用于处理噪声数据，并结合相机感知元学习

算法降低摄像头之间的域偏差 . Yang等人［18］利用相机

内图像的相似度生成图像的伪标签，再将每个样本在

不同类别上的分类概率作为新的特征向量进行模型的

学习，以缓解相机之间的分布差异，生成更可靠的伪标

签 . Wang等人［19］考虑到摄像头角度变化会引起较大的

类内方差，提出将每个聚类后的集群依据摄像头信息

拆分为多个小类，并结合摄像头内和摄像头间的对比

学习，提高对行人的判别能力 . 摄像头信息虽然可以提

高行人图像之间的联系，但是现有的一部分数据集或

者真实应用场景中的一些杂乱图像可能不具有该信

息 . 所以，本文方法没有考虑加入摄像头约束 .
考虑到行人数据的隐私问题，Zhuang 等人［20］设计

了分布式联邦学习框架训练行人重识别模型，通过边

云联合优化解决了多个边缘设备上行人重识别数据的

异构性问题 . Wu 等人［21］在 2021 年提出了一种联邦行

人重识别的新范式，通过同时学习多个隐私保护的本

地模型来构建可通用的全局模型 . 每个客户端由一个

用于视觉特征提取的特征嵌入网络和一个用于分类的

映射网络组成，并且在每个本地客户端中，额外使用本

地专家来规范本地客户端模型的训练过程 . 数据增强

也是重识别任务常用的一种技术手段 . 例如，Chen 等

人［22］提出了一种基于网格的视角生成器，将网格投影

作为参考生成新的行人图像，从而扩充数据集，得到多

样性的行人图像 . 基于联邦学习的重识别方法虽然保

护了行人图像的隐私，但是客户端和服务器端需要频

繁地通信以及多个客户端同时训练，会导致模型收敛

慢，训练时间长 .
2. 2　记忆字典

较新的几项基于动态记忆字典的无监督视觉表示

学习研究取得了较好的效果［23~25］. 记忆字典依靠在训

练阶段不断更新自身存储的特征，平滑噪声引起的波

动，以促进无监督学习 . 因此，一些工作将记忆字典引

入无监督行人重识别方法中，利用记忆结构中的加权

特征更好地学习判别能力强的模型［5，11，26］. 在训练过程

中，记忆单元中的特征会根据属于同一类别的实例特

征进行更新 . 但是，由于实例数量的不平衡，每个类别

的更新进度不一致 . 例如，若某一类别具有的实例数量

较多，则相应的内存单元的更新速度会比具有较少实

例的类别快 . 此外，由于利用聚类得到的伪标签是不准

确的，并且对同一簇内的实例分配相同的伪标签，这些

具有伪标签的实例在更新阶段对记忆单元的更新是平

等的，因此，噪声标签很容易污染记忆单元中存储的特

征 . 所以，本文讨论了几种现有的记忆字典更新方法，

并尝试利用标签权重字典更新记忆单元，以保持记忆

单元特征的纯粹性 .
综上所述，为未标记的样本分配伪标签是无监督

重识别中重要的一个环节 . 并且，现有的无监督重识别

模型的准确率远低于一些基于真实标签的全监督模式

的重识别模型 . 因此，本文重点关注如何充分利用伪标

签之间的关系，削弱噪声标签对模型训练的影响 .
3　异构卷积神经网络集成的无监督行人重

识别方法

3. 1　方法概述

如图 1所示，为减弱噪声标签信息对重识别模型训

练的影响，异构卷积神经网络集成的无监督行人重识

别框架 HCNNE 主要包括：（1）利用集成异构卷积神经

网络提取多样性特征，并通过聚类算法得到各自对应

的伪标签信息；（2）利用协作可信实例选择策略挑选可

靠标签，并构造标签权重字典；（3）利用具有可靠标签

的数据集训练集成异构卷积神经网络，并通过记忆存

储单元降低噪声标签对训练过程产生的影响，以训练

判别能力高的重识别模型；（4）最后生成重识别模型，

并再次转到第一步，利用该模型提取特征，进入下一次

迭代过程 . 详细过程如图1所示 .
3. 2　集成异构卷积神经网络

目标域的实际类别数未知，而大多数现有的方法

都只利用行人某一个角度的特征进行聚类，以得到伪

标签 . 但是，仅仅一个标签是无法对行人进行全面描述

的 . 例如，“该行人是穿着红色的裙子、背着双肩包的女

性”使用了三个标签形容该行人的主要特点 . 所以，在

HCNNE中构造了一种集成异构卷积神经网络，旨在从

多角度描述行人，以增加特征的多样性 .
（1）网络总体结构 . 本文构建的集成异构卷积神经

网络具有两个分支，如图 1所示，分别为基础的主干网

络分支和正则化网络分支 . 基础分支用于提取行人图

像的全局深度特征，而正则化分支用于提取冗余较少

的正则化特征 . 对于每个分支的输出特征，在 HCNNE
中都建立了对应的记忆单元 . 该单元在训练过程中，利

用行人特征不断进行更新，从而可存储各个分支的全

程特征 . 该特征则被用于损失计算，从而平滑噪声标签
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产生的波动，提高模型的鲁棒性 .
（2）正交正则化网络 . 在减少复杂网络带来的参数

量升高的同时，又要提取与基础网络不同的特征，因

此，HCNNE 在基础网络上加入了正交正则化约束 . 在

不增加任何参数的前提下，通过约束基础网络中各层

的权重正交性有效减少提取特征的信息冗余 . 具体地

说，在正则化网络中，HCNNE通过约束W TW - I的特征

值保证卷积参数的正交性，该过程可表达为

 β ( )W TW - I
2

2
（1）

其中，β( × )表示矩阵的特征值，|| × ||2
2 表示 2 范数的平方

和，W 表示参数矩阵，I为单位矩阵 . 通过最小化式（1）
可有效缩小 W TW 最大特征值和最小特征值之间的距

离，从而提升各层权重矩阵的正交性 . 为减少对内存和

时间的需求，HCNNE使用幂迭代法来替代特征值分解

求解W TW - I的特征值 . 在幂迭代法中，随机初始化变

量 v，将W TW - I左乘 v，利用所得到的向量更新 v，不断

重复该过程，可得到W TW - I的特征向量 . 在一般的迭

代过程中，只需执行两次更新，即可收敛，并求得对应

矩阵的特征值 . 该过程可表示为

u¬ (W TW - I ) v （2）
v¬ (W TW - I )u （3）
β (W TW - I ) ¬ ||v||

||u||
（4）

（3）模型协同训练 . 在训练过程中，使用基础网络

和正则化网络在目标数据集上分别提取特征，得到两

组特征Fs 和Fo 后，将通过聚类算法获得两组具有伪标

签的数据集 Ua 和 Ub，再利用 Ua 和 Ub 训练基础网络和

正则化网络 . 但是，需要注意的是，并不是仅使用Ua 训

练基础网络，使用Ub训练正则化网络，为了共享获得多

样性特征，Ua 和Ub 都要经过两个网络进行特征提取操

作，如图 2所示，并且更新对应网络记忆存储结构中的

特征，提高特征的表达能力 . 因此，本文的总体损失可

表示为

L = Lsa + Loa + λ1 (Lsb + Lob )+ λ0 Lo （5）
其中，λ0 和 λ1 为超参数；Lsa 表示数据集 Ua 中的数据经

过基础网络计算的损失；Lsb 表示数据集Ub 中的数据经

过基础网络计算的损失；Loa 和 Lob 分别表示数据集 Ua

和Ub中的数据经过正则化网络计算的损失 . Lsa，Lsb，Loa

和 Lob 计算方式相似，以 Lsa 为例，对于输入图像 g，首先

计算 g的特征与保存在记忆存储结构中的特征M之间

的余弦相似度，然后利用 log-Softmax函数计算出类别的

预测概率，Lsa可表示为

Lsa =  log
exp ( )M T × fg τ

∑
j = 0

N

exp ( )M T
j × fg τ

（6）

其中，τ是超参数；N 为样本数 . 同理，利用上述公式可

求得损失 Lsb，Lsb 和 Lob. Lo 表示约束正则化网络正交性

的损失，根据上一节的分析，可利用下式进行计算：

Lo =   β ( )W TW - I
2

2
（7）

3. 3　协作可信实例选择

基于聚类的无监督重识别方法的性能主要受伪标

签质量的限制 . 由于聚类结果是不准确的，不可避免地

图1　基于异构卷积神经网络集成的无监督行人重识别方法框架图

图2　异构集成网络训练过程示意图
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会产生错误标签 . 因此，为了减少错误标签的影响，本

节提出协作可信实例选择策略，用于在目标域中选择

具有可靠伪标签的样本，从而提高模型学习跨域判别

表示的能力 . 首先使用聚类算法对两个分支输出的特

征分别进行聚类，可得到两组具有不同伪标签的数

据集：

Cs =Clustering (UFs) （8）
Co =Clustering (UFo ) （9）

其中，U 是无标签数据集，Fs 表示基础网络输出的特

征，Fo 表示正则化网络分支输出的特征，Cs 和 Co 为聚

类获得的簇信息 .
具体来说，利用集成的异构卷积神经网络得到两

组重识别模型后，U经过这两组模型输出相应的特征，

再通过聚类算法得到两种聚类结果 . 得到聚类结果后，

先以正则化网络输出的特征聚类结果为参考，基础网

络聚类结果利用以下指标来衡量一个实例的不确

定性：

u(xi )=
|| ls  lo

ls

Î[01] （10）
其中，ls 和 lo 分别表示利用基础网络和正则化网络得到

的特征聚类后包含 xi 的簇 . 同样，对于正则化网络，以

基础网络聚类结果为参考，利用以下指标衡量：

u(xi )=
|| ls  lo

lo

Î[01] （11）
ls 和 lo 重叠越多，u(xi )越大 . u(xi )可以衡量 xi 的可

靠程度 . 在每次迭代训练中，设置阈值 θÎ[01]，将 u(xi )

与 θ进行比较，选择 u(xi )> θ的实例 . 如图 3所示，A和B
分别表示基础分支和正则化分支的聚类结果 . 图 3（a）
为不可靠的簇 . 因为若阈值设置较大，无论以 A和B中

任何一个簇为参考，结果可能都无法超过阈值 . 图 3（b）
为以 B为参考时，A中可靠的簇，在图 3（b）中，只需要 A
和 B 中的重合样本的数量在 A 中占比超过了设置的阈

值，对于 A来说就是可靠的簇 . 图 3（c）同图 3（b），只需

要 A 和 B 中的重合样本的数量在 B 中占比超过了设置

的阈值，对于B来说就是可靠的簇 .
3. 4　记忆单元更新策略

记忆单元存储结构具有键结构和值结构，值结构

存储的是网络输出的特征，而键结构存放该特征对应

的标签信息 . 以一个分支为例，首先利用聚类后的特征

初始化记忆存储模块：

Mc ¬U (Avg (∑fÎ Bc

f ) ) （12）
其中，U ( · )表示L2正则化函数；Avg表示均值操作；f表

示实例特征向量；Bc 表示聚类后类别标记为 c的簇；Mc

表示记忆单元中标记为 c 的值结构存储的特征 . 记忆

单元的更新方法有多种，包括一般更新策略、难样本更

新策略以及权重更新策略 . 不同策略的基础都是使用

同一类别中图像特征更新存储模块中的特征 .
（1）一般更新策略

一般的记忆单元更新策略采用无差别更新模式，

即使用同一类别中所有的图像特征按照一定的规则更

新存储模块中的特征，例如，对于属于类别 c的样本 xi，

其对应的记忆存储特征Mc可更新为

Mc ¬ γMc + (1 - γ) × f i （13）
其中，γÎ[01]是更新参数 . β = 0表示丢弃内存字典中的

原始特征，γ = 1表示放弃更新内存字典 . 再利用记忆单

元模块中的特征对模型训练过程进行约束 . 这种更新

方法缺少对噪声图像的容错能力，很容易被带有噪声

标签的图像特征污染 .
（2）难样本更新策略

文献［27］提出了一种难样本更新策略 . 在模型训

练过程中，每个批次中具有 P ´H张图像，即 P个行人，

每个行人具有 H张图像 . 在每次更新记忆单元的过程

中并不使用所有的图像，仅挑选每个行人中最难识别

的实例，以便在短时间内快速更新特征 . 对于行人 xi，

其对应的记忆单元特征的更新过程可表示为

qhard = arg min q ×M i  qÎQi （14）
Mc = γ ×Mc + (1 - γ) × qhard （15）

其中，qhard 表示在当前的批处理集合中与特征 Mc 相似

度最小的正样本；γÎ[01]是更新参数；Qi表示在当前样

本集合中与行人 xi具有相同标签的样本集合 .
（3）权重更新策略

基于权重的更新策略衡量了具有相同伪标签的样

本之间的可信度，建立了样本的权重字典 . 与中心损失

类似，本方法计算聚类中心与同一类别中样本之间的

距离 . 因此，同一簇中的样本具有不同的权重并构建权

重字典a，利用a更新记忆存储结构 .

图3　协作可信实例选择策略示意图
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在聚类之后，未标注的样本被聚类为N个簇，可表

示为 C = {c1 c2 cr cN}，r = 12N. 在训练过程

中，对于一个批次的图像，计算 xi 与其所在簇中心 cr 的

距离以及与对应的记忆单元中的特征 Mc 的距离作为

行人 xi的更新权重，过程可表示为

di = Eu ( f i cr) +Cosine ( f i Mc ) （16）
其中，f i 是 xi 的特征 . 对一个批操作处理内的 K张图像

按照式（16）计算得到对应的距离，将属于 cr 的所有样

本的距离进行组合可得到集合 d，并对其中的元素按降

序排列，并保存为 de. 因此，对于属于 cr 的样本，可通过

d和de计算权重：

ar = ( )1 -
d

max(d)
× [ ]ψde (d) ( )K + 1 （17）

其中，ψde ( · )是 d 在 de 中的索引 . 由此，可得到所有图

像的权重，并构成权重字典 . 在每次迭代中，可利用该

权重字典对记忆单元存储结构中的特征进行更新 . 例

如，对于属于类别 c的样本，其对应的记忆存储特征Mc

可更新为

Mc ¬ γMc + (1 - γ) × a × f （18）
其中，γÎ[01]是更新参数 . 基于上述内容的介绍，基于

异构卷积神经网络集成的无监督行人重识别方法整体

过程可归纳为算法1.

4　实验结果与分析

4. 1　数据集介绍

Market-1501［28］中共有1 501个行人的32 668张图像 .
训练集具有751个行人，共12 936张图像 . 图库集有750
人，共19 732张图像 . 测试集有750人，共3 368张图像 .

DukeMTMC-reID［29］中包含 1 812个行人的图像 . 训

练集包含 702 个行人，共 16 522 张图像 . 查询集包含

702 个人的 2 228 张图像 . 图库集包含 1 110 个人的

17 661张图像 . 在所有的图像中，有 1 404个人至少出

现在2个摄像头下 .
MSMT17［30］来源于真实场景中不同摄像头的监控

视频 . 数据集包含 4 101 个行人的 126 441 幅图像 . 这

些图像由 15 个摄像头捕获并由 Faster RCNN 进行检

测 . 训练集由 1 041个行人的 32 621张图像构成 . 查询

集和图库集分别包含 3 060 个行人的 11 659 和 82 161
张图像 . 因此，与其他数据集相比，MSMT17 更接近真

实场景，更具有挑战性 . 表 1 列出了各数据集中训练

集、查询集和图库集的构成 .

4. 2　评价方法

本 文 在 Market-1501［28］ ，DukeMTMC-reID［29］ 和

MSMT17［30］数据集上进行实验，并采用累积匹配特征曲

线（Cumulative Match Characteristic，CMC）以及平均查

准率（mean Average Precision，mAP）来评价实验性能 .
其中，累积匹配特征曲线表示查询图像出现在排序后

图库列表中的概率 .
4. 3　实验设置

本节实验的实验平台为 Pytorch［31］，使用的显卡型

号为NVIDIA GTX A6000. 所有实验的重识别模型参数

均利用 Adam算法进行优化 . 在模型训练阶段，基础网

络为 ResNet50 网络，两个分支都先利用 ImageNet 上的

预训练模型进行初始化 . 动量因子和批处理操作大小

分别设置为 0.9和 96. 在三个数据集上，初始学习率均

为 0.000 35. 在聚类阶段，最小聚类样本数均设置为 4.
对于 Market1501［18］数据集，基础网络聚类设置密度半

径为 0.5，正则化网络为 0.4. 在DukeMTMC-reID［19］数据

集上，两个分支上的密度半径分别设置为 0.6和 0.5. 在

MSMT17［30］上，两个分支上的密度半径分别设置为 0.7
和 0.6. 在测试时，除图 4中显示的不同分支的准确率分

析图外，其他结果均为两个分支利用连接操作得到的

融合特征的测试结果 . 并且所有涉及双分支结构的方

法中，均先使用基础分支输出的特征更新记忆字典，再

使用正则化分支输出的特征更新记忆字典 .
4. 4　对比实验

4. 4. 1　与最新方法对比

首先，为验证提出方法的有效性，本文将提出的方

法与最新的无监督行人重识别方法进行了比较，表 2、
表 3 和 表 4 分 别 是 在 Market1501［28］，DukeMTMC-

算法1 基于异构卷积神经网络集成的无监督行人重识别方法

输入: ImageNet预训练模型E init,目标域无标签数据集U

输出: 目标域行人重识别模型E =[Es Eo ]

1.初始化集成异构网络中的两个分支模型Es
(0)=Eo

(0)=E init

2. For t=0 to epoch:
3.  利用E (t)

s 和E (t)
o 分别生成U中图像对应的特征Fs和Fo;

4.  利用DBSCAN处理Fs和Fo,并分配伪标签,分别得到数据集Us

和Uo;
5.  利用协作可信实例选择策略(式(10)和式(11)),得到优化后数据

集Us和Uo;
6.  建立Us和Uo中实例对应的权重字典;
7.  利用式(5)对应的损失和具有权重字典的Us和Uo训练E (t + 1)

s 和

E (t + 1)
o ;

8.  利用3.4节中的基于权重的更新策略(式(16)~(18))更新记忆单元 .
9. End

表1　各数据集中训练集、查询集和图库集的构成      单位:张
数据集

Market1501
DukeMTMC-reID

MSMT17

训练集

12 936
16 522
32 621

查询集

3 368
2 228

11 659

图库集

19 732
17 661
82 161
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reID［29］，MSMT17［30］数据集上的对比结果，加粗数据表

示最优结果 . 在不同的数据集中，本文提出的方法均取

得了最好的结果 . 尤其是与最新方法 CCU50［27］相比，

本文提出的方法在 3 个数据集上的 mAP 分别提高了

2.8%，2% 以及 6.5%. 与 BUC（Bottom-Up Clustering）［10］，
SSL（Softened Similarity Learning）［32］和 UGA（Unsuper⁃
vised Graph Association）［33］等无监督行人重识别方法相

比，HCNNE 得到了较高的准确率，特别是与本文方法

思想相似的 SSL［32］. 与 SSL［32］不同的是，HCNNE除生成

多种标签外，还构建了协作可信实例选择策略，进一步

减少明显的噪声标签，降低对聚类方法结果的依赖性，

并且利用记忆单元存储训练过程的平均特征，这也使

本文的方法在所有数据集中的准确率都有较大的

提高 .
与 MMT（Mutual Mean Teaching）［37］，ECN［5］等无监

督域自适应重识别方法相比，利用HCNNE训练得到的

重识别模型性能有了很大的提升 . 尤其需要注意的是，

HCNNE是不依赖任何有标签数据的无监督框架，而在

MMT［37］以及ECN［5］中都利用了源域的图像优化重识别

模型 . 例如，ECN［5］利用了生成对抗网络平滑了源域和

目标域之间的域偏差 . MMT［37］利用源域的图像训练重

识别模型，并使用该模型参数初始化目标域的网络 . 这

也说明了本文提出的 HCNNE 方法对新场景具有一定

的鲁棒性，可自动探索出样本的内在联系 .
此外，与使用记忆单元结构平滑噪声影响的

表3　DukeMTMC-reID数据集上的实验结果对比  单位:%
方法

BUC[10]

SSL[32]

ECN[5]

MMCL[11]

HCT[34]

CycAs[8]

ADClu++[35]

UGA[33]

NRMT[36]

MMT[37]

JVTC+[38]

SPCL[7]

CCU50[27]

GLT[39]

DR[40]

RLCC[16]

C3AB[13]

CACL[14]

Ours

源域

None
None

Market
None
None
None

Market
None

Market
Market
Market
Market
None

Market
Market
None
None
None
None

mAP
27.5
28.6
40.4
51.4
50.7
60.1
54.1
53.3
62.2
65.1
66.5
68.8
72.8
69.2
67.7
69.2
67.0
69.6
74.8

Rank-1
47.4
52.5
63.3
72.4
69.6
77.9
72.6
75.0
77.8
78.9
80.4
82.9
85.7
82.0
82.1
83.2
81.2
82.6
85.8

Rank-5
62.6
63.5
—

82.9
83.4
—

82.5
—

—

88.8
—

90.1
92.0
90.2
90.1
91.6
90.3
91.2
92.2

Rank-10
68.4
68.9
—

85.0
87.4
—

85.5
—

—

92.5
—

92.5
93.5
92.8
92.5
93.8
92.6
93.8
93.9

(a) Market1501

(c) DukeMTMC-reID

(e) MSMT17

(b) Market1501

(d) DukeMTMC-reID

(f) MSMT17
图4　迭代过程中两个分支聚类数量变化以及对应mAP的变化结果

表2　Market1501数据集上的实验结果对比  单位:%
方法

BUC[10]

SSL[32]

MMCL[11]

HCT[34]

CycAs[8]

ADClu++[35]

UGA[35]

NRMT[36]

MMT[37]

JVTC+[38]

SPCL[7]

CCU50[27]

GLT[39]

DR[40]

C3AB[13]

RLCC[16]

CACL[14]

PPLR[15]

Ours

源域

None
None
None
None
None
Duke
None
Duke

MSMT17
Duke
None
None
Duke
Duke
None
None
None
None
None

mAP
38.3
37.8
45.5
56.4
64.8
68.3
70.3
71.7
75.6
67.2
73.1
82.6
79.5
78.0
77.0
77.7
80.9
81.5
85.4

Rank-1
66.2
71.7
80.3
80.0
84.8
86.7
87.2
87.8
89.3
86.8
88.1
93.0
92.2
90.9
90.0
90.8
92.7
92.8
93.3

Rank-5
79.6
83.8
89.4
91.6
—

94.4
—

—

95.8
—

95.1
97.0
96.5
96.4
96.4
96.3
97.4
97.1
97.6

Rank-10
84.5
87.4
92.3
95.2
—

96.5
—

—

97.5
—

97.0
98.1
97.8
97.7
97.6
97.5
98.5
98.1
98.7
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SPCL［7］和 JVTC+（Joint Visual and Temporal Consis⁃
tency）［38］等方法相比，HCNNE 在 3 个数据集上的 mAP
也取得了较大的提高 . 与 SPCL［7］和 JVTC+［38］不同的

是，HCNNE 利用权重字典衡量不同伪标签的重要程

度，有差别地更新记忆单元中的特征，有效并合理地

保持了记忆单元内特征的纯度，降低了噪声样本的

干扰 .
如图 4 所示，本文给出了在训练重识别模型过程

中，HCNNE的 2个分支聚类结果中簇数量、mAP在 3个

数据集上详细的变化过程 .“Cluster A”和“mAP A”分别

表示基础网络分支的聚类结果和 mAP.“Cluster B”和

“mAP B”分别表示正则化网络分支的聚类结果和mAP.
“mAP C”表示融合两个分支的特征作为整体特征得到

的准确率 . 从图 4中的簇数量变化图可以看出，利用两

个分支的特征获得的簇数量虽然开始时有很大的差

别，但随着模型不断迭代更新，两种类别标签趋于相

同 . 这也表明早期训练过程中有很多嘈杂的标签，而利

用两种标签互相训练可提高模型的鲁棒性 .
4. 4. 2　消融实验

本文利用多组消融实验验证方法中 4个重要组成

部分：（1）双分支网络结构对模型训练的影响；（2）协作

可信实例选择策略；（3）正交正则化约束的有效性；（4）
记忆单元更新策略的有效性 . 表 5 为消融实验设置说

明 . 表 6和表 7是在Market1501［28］和MSMT17［30］数据集

上的实验结果 .

（1）双分支结构有效性分析

HCNNE 中的双分支结构主要是为了从多角度训

练重识别模型，提高模型表达的多样性 . 从表 6和表 7
可以看出，在 Market1501 以及 MSMT17 数据集上，与

“Baseline”相比，加入双分支结构后的“Baseline+D”，模

型的准确率都有提高，例如 mAP 分别上升了 7.2% 和

3%. 也可体现出本文设计的双分支结构的特征表达能

力较单分支更丰富 .
（2）协作可信实例选择策略的有效性

由于聚类结果是不准确的，所以会生成大量的噪

声标签 . 因此，为了减少错误标签的影响，HCNNE利用

协作可信实例选择策略提高模型学习跨域判别表示的

能力，结果如表 6 和表 7 所示，与没有协作可信实例选

择策略的“Baseline+D”相比，“Baseline+D+S”在 Mar⁃
ket1501 以及 MSMT17 数据集上的 mAP 分别提升了

1.2%和 4.2%. 这说明了协作可信实例选择策略有一定

的过滤和平滑噪声标签的能力，可以选择出可信度较

表4　MSMT17数据集上的实验结果对比 单位:%
方法

ECN[5]

MMCL[11]

TAUDL[41]

UTAL[42]

SPCL[7]

UGA[33]

MMT[37]

CycAs[8]

CCU50[27]

GLT[39]

DR[40]

RLCC[16]

CACL[14]

PPLR[15]

Ours

源域

Duke
None
None
None
None
None

Market
None
None
Duke
Duke
None
None
None
None

mAP
10.2
11.2
12.5
13.1
19.1
21.7
24.0
26.7
33.3
27.7
26.9
27.9
23.0
31.4
39.8

Rank-1
30.2
35.4
28.4
31.4
42.3
49.5
50.1
50.1
63.3
59.5
55.0
56.5
48.9
61.1
67.9

Rank-5
41.5
44.8
—

—

55.6
—

63.5
—

73.7
70.1
68.4
68.4
61.2
73.4
78.3

Rank-10
46.8
49.8
—

—

61.2
—

69.3
—

77.8
74.2
73.2
73.1
66.4
77.8
82.1

表5　消融实验设置说明

方法

Baseline
Baseline+D

Baseline+D+S
Baseline+D+S+O

Baseline+D+S+O+W

双分支结构

×
√
√
√
√

协作可信样本选择策略

×
×
√
√
√

正交正则化

×
×
×
√
√

更新策略

×
×
×
×
√

表6　在Market1501数据集上的消融实验结果  单位:%
方法

Baseline
Baseline+D

Baseline+D+S
Baseline+D+S+O

Baseline+D+S+O+W

Market1501
mAP
75.6
82.8
84.0
85.1
85.4

Rank-1
89.3
92.4
93.1
93.6
93.3

Rank-5
95.8
97.3
97.6
97.7
97.6

Rank-10
97.1
98.0
98.1
98.5
98.7

表7　在MSMT17数据集上的消融实验结果  单位:%
方法

Baseline
Baseline+D

Baseline+D+S
Baseline+D+S+O

Baseline+D+S+O+W

MSMT17
mAP
29.6
32.6
36.8
38.0
39.8

Rank-1
56.6
59.0
64.7
66.1
67.9

Rank-5
68.2
69.9
75.4
76.8
78.3

Rank-10
72.9
74.7
79.9
80.7
82.1
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高的伪标签，具有可靠标签的数据集更有利于重识别

模型的训练 .
除此之外，在 Market1501 数据集上对比了本文方

法去掉协作可信实例选择策略后对结果的影响，如图 5
和图 6所示 . 其中，图 5为mAP结果图，“w/ S”表示使用

协作可信实例选择策略的结果，“w/o S”表示没有使用

协作可信实例选择策略的结果 . 从图 5 可以清晰地看

出，使用该策略的结果要优于不使用策略的方法 . 图 6
显示了使用协作可信实例选择策略前后训练样本数量

的变化 . 其中，“B-Before”和“B-After”分别表示基础分

支应用该策略前后的训练样本数，“O-Before”和“O-

After”分别表示正则化分支应用该策略前后的训练样

本数 . 从图 6也可以看出：（1）在使用该策略前后，两个

分支的训练样本数都有明显的数量变化，尤其是在前

20次迭代过程中，表明在初始训练中，包含了大量的噪

声标签；（2）虽然训练样本多于选择策略后的样本，但

是图 5 中不使用该策略的 mAP 却低于使用该策略的

mAP值，说明虽然样本数多有利于模型多样化训练，但

是噪声标签对模型的影响也非常大 .

（3）正交正则化的有效性

为了验证正交正则化约束的有效性，本文将“Base⁃
line+D+S”与“Baseline+D+S+O”进行了对比，结果如表 6
所示 . 在加入正则化约束后，对于 Market1501数据集，

mAP 和 Rank-1 分别提升了 1.1% 和 0.5%. 在 MSMT17
上，mAP也有一定程度的提升 . 结果表明，相比单一的

特征，加入正则化后模型的特征表达更多样性，也更有

利于重识别任务 .
（4）记忆单元更新策略的有效性

在本节中，首先将“Baseline+D+S+O”与“Baseline+
D+S+O+W”进行了对比，从表6和表7中可以看出，利用

权重字典更新记忆单元得到的准确率更高，也说明相

比无差别的更新策略，基于权重的更新方法更有利于

平滑噪声以及无监督重识别模型的训练 . 此外，本节还

分别利用 3.4 节中介绍的 3 种更新策略训练重识别模

型，结果如图 7所示 . 从图 7可以看出，在MSMT17数据

集中，基于权重的记忆单元更新策略取得了最优的结

果 . 主要是由于这种更新方法充分利用了聚类结果中

样本和簇中心的关系，相比单一更新策略，基于权重的

方法能灵活地判断样本对应标签的重要性，从而减少

记忆单元中的特征被污染的可能性 .

4. 4. 3　参数分析

（1）协作可信实例选择策略中的阈值分析

在协作可信实例选择策略中，需要设置相应的阈值

限制得到的簇是否是可靠的 . 因此，在本节中，将阈值θ分

别设置为0.4，0.5，0.6，0.7，0.8和0.9，得到对应的数据集训

练重识别模型，结果如图8所示 . 数据集选择DukeMTMC-

reID，总体损失式（5）中的λ0和λ1都设置为3. 从图8可以

看出，当阈值设置为 0.9 时，模型取得了最优的结果

0.762，而且不同的阈值对结果的准确性影响比较大，也

间接说明了具有可靠标签的数据集对模型的重要性 .

图5　协作可信实例选择策略对mAP的影响结果

图6　使用协作可信实例选择策略前后训练样本数量变化

图7　利用不同记忆单元更新方法训练得到的mAP的变化结果

图8　协作可信实例选择中不同阈值对mAP的影响结果
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（2）损失模型中的超参数分析

本文的训练损失函数主要由两部分组成，分别是

ID损失和正则化约束损失，在式（5）中利用 λ0 平衡两者

之间的关系 . 本节主要分析 λ0对网络训练的影响，即正

则化约束的影响 . 因此，在这组实验中，分别将 λ0 设为

0，2，3，4和 5，讨论不同 λ0 对结果的影响 . 除此之外，数

据集为MSMT17，设置 λ1 为 3，协作可信实例选择阈值 θ

为0.8，记忆字典更新策略为一般更新策略 . 图9显示了

在不同的参数设置下得到的 mAP 变化图 . 从图 9中可

以看出，随着 λ0 的改变，mAP具有明显变化，并且在 λ0=
3时取得了最优的结果 38.0%. 也说明 λ0 的设置对网络

训练的影响比较大 .

（3）记忆单元更新顺序分析

在 3.2节中的模型协同训练过程中，基础分支的输

出特征和正则化分支输出的特征都要输入到对应的记

忆字典结构中进行损失计算并更新记忆单元中的特

征 . 因此，本文将分析使用不同的更新顺序对网络训练

的影响，表8给出了对应的结果 . 其中，如图2所示，“G”

表示记忆单元G，“L”表示记忆单元 L，Fs和Fo分别表示

基础分支输出特征和正则化分支输出的特征 . 从结果

中可以看出，随着更新顺序的变化，mAP，Rank-1 以及

Rank-5有轻微的浮动 . 因此，更新顺序对本文的方法没

有较大的影响 .

4. 4. 4　可视化

为了更好地说明本文方法的有效性，本文利用训

练好的模型将DukeMTMC-reID数据集中部分图像通过

GradCAM 进行了可视化 . 图 10 显示了对应的结果，其

中，图 10（a）和（e）为原始图像，图 10（b）（c）（d）分别为

使用 ImageNet 预训练模型、本文方法中的基础网络分

支和正则化网络分支的模型生成的热图，图 10（f）（g）
（h）生成过程同图 10（b）（c）（d）. 从图 10 可以看出，与

ImageNet 预训练模型相比，HCNNE 中的基础网络分支

和正则化网络分支更能提取到判别能力强的特征，例

如背包、头部等 .

为了进一步说明本文提出方法的有效性，本文对

在 Market1501 数据集上的部分检索结果进行了可视

化 . 如图 11所示，对于每行图像，顶部的数字表示检索

到的图像与目标图像的相似性排名，数字越小表示与

检索图像越相似 . 最左列图像为查询图像，而右侧的图

像是前 10个检索结果 . 绿色数字对应的图像是正确的

检索结果，而其他图像是错误的结果 . 图 11中前 4行的

图9　λ0变化对mAP的影响结果

表8　在Market1501数据集上使用不同顺序更新记忆单元的结果 
单位:%

方法

G:Fs->Fo   L:Fs->Fo

G:Fs->Fo   L:Fo->Fs

G:Fo->Fs   L:Fs->Fo

G:Fo->Fs   L:Fo->Fs

mAP
85.4
85.4
85.2
85.6

Rank-1
93.3
93.7
93.6
93.6

Rank-5
97.6
97.7
97.9
97.6

Rank-10
98.7
98.5
98.7
98.5

(a)        (b)         (c)        (d)              (e)         (f)        (g)        (h)
图10　利用不同模型对部分图像可视化结果

图11　利用本文模型在Market1501上的检索结果
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检索结果较好，可以看出利用本文提出的方法训练得

到的重识别模型对不同姿势、不同光照以及环境的图

像具有很好的鲁棒性，这也说明了本文提出的方法是

有效的 . 而后两行的检索结果中错误的示例多于正确

的示例，这是由于在这两行中行人的穿着以及姿态非

常相似，容易混淆，尤其是对于最后一行穿着黑色背心

以及短裤的行人，在图片分辨率不高、难以进行面部识

别的前提下，难以区分为不同的行人 .
5　总结

本文提出了一种基于异构卷积神经网络集成的无

监督行人重识别方法HCNNE. 该框架通过构建双分支

异构网络学习多种不同的行人特征，并建立协作可信

实例选择机制，选择可信度高的伪标签 . 大量的实验也

从多个方面说明了本文提出的框架 HCNNE 及其各部

分的有效性 . 此外，本文发现在重识别任务中涉及了行

人的隐私问题 . 因此，在未来的工作中将主要探索在保

护行人隐私的基础上，得到有效的行人重识别模型 .
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